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目前为止，兔子们讨论的大多数问题出发点都是一个给定的图模
型。如：
推理中是给定图的结构和参数，来做一系列查询的。

两种方法完成一个模型的查询任务（acquiring a model）。
• 一种是通过专家知识
• 一种是通过大量数据

那年那兔那些章节：
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专家知识“手工”建模缺陷：
• 建模需要的经验太多
• 某些领域高级玩家少
• 计划赶不上变化

示例示例:

冻鸡：

大数据嘛！搜集大量实例嘛！医学诊断—病例（实际上是我们的
观测数据或证据）。

“模型学习”是什么gui:

这些实例，可以通过孤立（频率学派），或者混合先验知识（B学
派），来为潜在的分布构建一个好的模型。
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假定领域的潜在分布为𝑃∗，由某个网络模型𝑀∗诱导。给定从𝑃∗

中采样的M个iid样本数据集D= 𝑑 1 ,… , 𝑑 𝑀 。给定一族模型，
并且任务是在这族模型中学习一个定义分布𝑃 ෩𝑀的模型 ෩𝑀。

希望
• 学习一个固定结构的模型参数
• 学习模型的一些或者所有结构
• 学习模型的置信估计

模型学习：

具体一些:
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密度估计：构建模型 ෩𝑀，使 ෨𝑃接近于生成分布𝑃∗。
评价近似模型 ෩𝑀的好坏！--相对熵距离：

𝐷 𝑃∗|| ෨𝑃 = 𝐸𝜉~𝑃∗ log
𝑃∗ 𝜉

෨𝑃 𝜉
命题16.1 对𝜒上的任意分布𝑃，𝑃′：

𝐷 𝑃||𝑃′ = −𝐻𝑝 𝜒 − 𝐸𝜉~𝑃 log𝑃′ 𝜉

考虑𝐷 𝑃∗|| ෨𝑃 ，对近似模型的评估在第二部分𝐸𝜉~𝑃∗ log ෨𝑃 𝜉 ，

使D最小即使𝐸𝜉~𝑃∗最大。𝐸𝜉~𝑃∗ log ෨𝑃 𝜉 称为期望的对数似然

expected log-likelihood。直观的， ෩𝑀对真实分布采样的𝜉赋予的
概率越大，越能反映它是该分布。

注意：由于−𝐻𝑃∗ 𝜒 的不可知，期望对数似然只能用于模型之间的比较。

学习目标：

成为最接近𝑃∗的男人:
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更普遍的，我们感兴趣的是数据的似然，给定模型M，数据D，
似然为𝑃 𝐷:𝑀 ，或者它的对数形式ℓ 𝐷:𝑀 = log𝑃 𝐷:𝑀 。

对数损失：损失函数𝑙𝑜𝑠𝑠 𝜉:𝑀 度量了模型M在实例𝜉上的损失，
当实例从某个分布𝑃∗中采样时，目标是找到使期望损失最小的
模型：

𝐸𝜉~𝑃∗ 𝑙𝑜𝑠𝑠 𝜉:𝑀

当然，𝑃∗是不知道的，所以一般用平均经验风险：

𝐸𝐷 𝑙𝑜𝑠𝑠 𝜉:𝑀 =
1

𝐷
෍𝑙𝑜𝑠𝑠 𝜉:𝑀

学习目标：

最大与最小:
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 给定一些列变量X，和一个预测变量集Y

一个具体的预测为：
ℎ ෤𝑝 𝑥 = argmax𝑦 ෨𝑃 𝑦|𝑥

对此条件概率查询，我们采用以下损失函数/目标：
𝐸 𝑥,𝑦 ~𝑃∗ log ෨𝑃 𝑦|𝑥

称为条件似然conditional likelihood。

学习目标：

如何预测:
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 一个假设空间hypothesis space，即，一个候选模型的集合，
 一个目标函数objective function和一个定量刻画模型好坏的准则。

学习任务可以描述为：
在模型类中找到得分最高的模型。

• 学习目标中提到，模型的优化目标是损失函数𝐸𝜉~𝑃∗ 𝑙𝑜𝑠𝑠 𝜉:𝑀 ，

然而我们不知道𝑃∗，所以一般用经验风险替代𝐸𝐷 𝑙𝑜𝑠𝑠 𝜉:𝑀 =
1

𝐷
σ 𝑙𝑜𝑠𝑠 𝜉:𝑀 。

优化学习：

学习任务优化问题:
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• 考虑用数据D来定义经验分布 ෠𝑃𝐷：

෠𝑃𝐷 𝐴 =
1

𝑀
෍

𝑚

1 𝜉 𝑚 𝜖𝐴

事件A的概率为A在训练数据中的得分。当𝑀 → ∞， ෠𝑃𝐷 𝐴 将依概
率收敛于𝑃∗ 𝐴 。

然而，利用经验分布带来了无法避免的过拟合问题。
举个栗子：
假如有100个二值变量，2100种可能；
现在观察到1000个实例；
那么，经验分布会给其中1000个变量赋0.001的概率，其他为0。

优化学习：

过拟合，偏差，方差:
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幼齿，使用经验损失作为真实损失由很大的问题。倾向于过拟合。

方差-偏差都熟悉了，不罗嗦

在概率这里，可以总结为：
• 假设空间小表达能力差，高偏差，低方差；
• 假设空间大需要更多的实例，低偏差，高方差。

优化学习：

过拟合，偏差，方差:
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那么，在一个给定学习过程L（假设空间+目标函数），要多大的
数据才能学习/找到一个误差较低的模型呢？--PAC界：

令𝜖 > 0是近似参数，𝛿 > 0是置信参数。那么对于足够大的
M，我们有

𝑃𝑀
∗ 𝐷:𝐷 𝑃∗||𝑃𝑀𝐿 𝐷

≤ 𝜖 ≥ 1 − 𝛿

即，对于足够大的M有：对于大多数从𝑃∗中采样的规模为M的数
据集D，学习过程用于D，将学习到𝑃∗的一个比较准确的近似。
达到这个结果的M的数目称为样本复杂性sample complexity。
这类结果称为PAC界。

PS：PAC界只有当𝑃∗在假设空间中才能获得。

优化学习：

PAC界:
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 判别式discriminativel training：
目标使 ෨𝑃 Y|X 接近于𝑃 𝑌|𝑋 。

 生成式generative training：
目标使 ෩𝑀接近于总体联合分布𝑃∗ 𝑋, 𝑌 。

 很有用的直觉：
• 一般，生成模型有较大的偏差—他们对分布有更多的假设（X

独立性假设），判别模型仅关于Y和它们对X的依赖性做了独立
性假设。

• 或者，生成模型定义了 ෨𝑃 Y, X ，并且需导出 ෨𝑃 X ， ෨𝑃 Y|X ，为
了获得𝑃∗的好的拟合，必须调整同时或者三者的最优。而判别
模型只需𝑃∗ 𝑌|𝑋 拟合更好。

优化学习：

判别式与生成式:
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• 输入：
某些先验知识或者关于 ෩𝑀的约束。
从𝑃∗中独立同分布采样的数据实例的集合D。

• 输出：
可能包括结构，参数或者两者都包含的模型 ෩𝑀。

学习任务：

抽象的学习过程:
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• 模型输出：
贝叶斯，马尔科夫。

• 模型限制：
给定图结构，学习参数—数值优化问题；
结构可能未知，额外的结构选择优化问题；
部分变量已知，？？？

• 数据可观测性：
数据完备；
数据不完备：
数据含隐变量；

学习任务：

学习任务的三个变化方向:
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 模型学习的概念；
 学习目标，为何最大/小就可以近似𝑃∗；
 学习优化，不可避免的过拟合问题，如何折中；
 PAC界，判别式&生成式的直觉；
 不同类学习任务。



Data Mining Lab, 
Big Data Research Center, UESTC
Email：huangchen.uestc@gmail.com

DM
LESS IS MORE

Thanks!


