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All the problems of estimating parameters for a Bayesian

network in this chapter are assumed to have fixed network

structure and that our data set consists of fully observed

instances of the network variables.
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1. 最大似然估计MLE

• 极大似然估计
• 贝叶斯网上的MLE
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假设有一IID的图钉抛掷结果集𝑥 1 ,…𝑥[𝑀]，且𝑥[𝑚]头部向上H的
概率是𝜃（向下T为1-𝜃）。我们的任务是找到一个最好的𝜃。考虑
上一章，我们要给定：
• 假设空间Θ
• 目标函数
如何找到𝜃呢？
 考虑一个结果序列H,T,T,H,H。发生的概率为

𝑃 H,T,T,H,H : 𝜃 = 𝜃3 1 − 𝜃 2 = 𝐿 𝜃: H,T,T,H,H
一般的情况，似然可以记为

𝐿 𝜃: 𝐷 = 𝜃𝑀 1 1 − 𝜃 𝑀 0

MLE：

一个图钉引发的血案:
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一般的情况，似然可以记为

𝐿 𝜃: 𝐷 = 𝜃𝑀 1 1 − 𝜃 𝑀 0

对数似然
ℓ 𝜃: 𝐷 = 𝑀 1 𝑙𝑜𝑔 𝜃 +𝑀 0 𝑙𝑜𝑔 1 − 𝜃

最大化ℓ 𝜃: 𝐷

𝜃 =
𝑀[1]

𝑀 1 +𝑀[0]

MLE：

一个图钉引发的血案:



DM
LESS IS MORE Data Mining Lab

数据挖掘实验室

 一颗栗子：假定X是一个可以取值𝑥1, … , 𝑥𝑘的多项式变量。多项
式分布为

𝑃 𝑥: 𝜽 = 𝜃𝑘 , 𝑥 = 𝑥𝑘

参数空间Θ = 𝜽 ∈ 0,1 𝐾: σ𝑖 𝜃𝑖 = 1
似然函数

𝐿 𝜃: 𝐷 =ෑ

𝑘

𝜽𝑘
𝑀 𝑘

MLE：

MLE:

似然函数general

𝐿 𝜽: 𝐷 =ෑ

𝑚

𝑃 𝜉 𝑚 : 𝜽

似然估计general
𝐿 𝜽: 𝐷 = 𝑚𝑎𝑥𝜃∈Θ𝐿 𝜽:𝐷
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定义17.1 一个从𝜒的实例到𝑹ℓ（对某个ℓ）的函数𝜏 𝜉 是充分统计
量，如果任意的两个数据集𝐷,𝐷′，对任意的𝜽 ∈ Θ，存在：



𝜉[𝑚]∈𝐷

𝜏 𝜉[𝑚] = 

𝜉′[𝑚]∈𝐷′

𝜏 𝜉′[𝑚] ⇒ 𝐿 𝜽: 𝐷 = 𝐿 𝜽:𝐷′

元组σ𝜉[𝑚]∈𝐷 𝜏 𝜉[𝑚] 称为数据集D的充分统计量。

MLE：

最后多说几句:

比如在刚才的多项式栗子中

𝜏 𝑥𝑘 = 0,… , 0

𝑘−1

, 1, 0, … , 0

𝑛−𝑘
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又奖励一颗栗子 ：网络结构𝑋 → 𝑌与参数𝜽。似然函数

𝐿 𝜃:𝐷 =ෑ

𝑚

𝑃 𝑥 𝑚 , 𝑦 𝑚 :𝜽

=ෑ

𝑚

𝑃 𝑥 𝑚 :𝜽 𝑃 𝑦 𝑚 |𝑥 𝑚 : 𝜽

= ෑ

𝑚

𝑃 𝑥 𝑚 :𝜽 ෑ

𝑚

𝑃 𝑦 𝑚 |𝑥 𝑚 :𝜽

分解—从参数𝜽开始

ෑ

𝑚

𝑃 𝑥 𝑚 : 𝜃𝑋 ෑ

𝑚

𝑃 𝑦 𝑚 |𝑥 𝑚 : 𝜃𝑌|𝑋

MLE：

贝叶斯网的MLE:
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第二项

ෑ

𝑚

𝑃 𝑦 𝑚 |𝑥 𝑚 : 𝜃𝑌|𝑋

= ෑ

𝑚:𝑥 𝑚 =𝑥0

𝑃 𝑦 𝑚 |𝑥 𝑚 : 𝜃𝑌|𝑋 ∙ ෑ

𝑚:𝑥 𝑚 =𝑥1

𝑃 𝑦 𝑚 |𝑥 𝑚 : 𝜃𝑌|𝑋

= ෑ

𝑚:𝑥 𝑚 =𝑥0

𝑃 𝑦 𝑚 |𝑥 𝑚 : 𝜃𝑌|𝑥0 ∙ ෑ

𝑚:𝑥 𝑚 =𝑥1

𝑃 𝑦 𝑚 |𝑥 𝑚 : 𝜃𝑌|𝑥1

进一步

ෑ

𝑚:𝑥 𝑚 =𝑥0

𝑃 𝑦 𝑚 |𝑥 𝑚 : 𝜃𝑌|𝑥0 = 𝜃
𝑦1|𝑥0
𝑀[𝑥0,𝑦1]

∙ 𝜃
𝑦0|𝑥0
𝑀[𝑥0,𝑦0]

最大化

𝜃𝑦1|𝑥0 =
𝑀[𝑥0, 𝑦1]

𝑀[𝑥0]

MLE：

贝叶斯网的MLE:
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一个general的似然可以分解为

𝐿 𝜃: 𝐷 =ෑ

𝑖

𝐿𝑖 𝜃𝑋𝑖|𝑃𝑎𝑋𝑖
: 𝐷

其中𝑋𝑖的局部似然函数是

𝐿 𝜃𝑋𝑖|𝑃𝑎𝑋𝑖
: 𝐷 =ෑ

𝑚

𝑃 𝑥𝑖 𝑚 |𝑝𝑎𝑋𝑖 𝑚 :𝜃𝑋𝑖|𝑃𝑎𝑋𝑖

MLE：

全局似然分解:

命题17.1 令D为𝑋1, … , 𝑋𝑛的一个完备数据集，𝒢为这些变量上的一
个网络结构，并且假定对于所有的𝑗 ≠ 𝑖，参数𝜃𝑋𝑖|𝑃𝑎𝑋𝑖

与𝜃𝑋𝑗|𝑃𝑎𝑋𝑗

不相交。令 𝜃𝑋𝑖|𝑃𝑎𝑋𝑖
是最大化𝐿 𝜃𝑋𝑖|𝑃𝑎𝑋𝑖

: 𝐷 的参数，那么， 𝜃 =

𝜃𝑋1|𝑃𝑎𝑋1 , … , 𝜃𝑋𝑛|𝑃𝑎𝑋𝑛 最大化𝐿 𝜃: 𝐷 。
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在结束这个话题之前

甜点1：非参数模型
假定我们希望从数据中学习分布𝑃 𝑋|𝑈 ，一个合理的假设是这个
CPD是光滑的。于是，如果在训练集中观测到𝑥, 𝑢，那么对U的类
似值，观测到X的类似值得概率将会增大。正式的，对于𝜖以及𝛿的
较小的值，我们增加了𝑃 𝑋 = 𝑥 + 𝜖|𝑈 = 𝑢 + 𝛿 的密度。

刻画这种直觉的方法是核密度估计（也称Parzen窗口）：给定数据
集D，通过在每一个样本𝑥 𝑚 , 𝑢[𝑚]处展开密度来估计一个局部联
合密度

෨𝑃𝑋 𝑥, 𝑢 =
1

𝑀


𝑚

𝐾 𝑥, 𝑢; 𝑥 𝑚 , 𝑢 𝑚 , 𝛼

• ：估计灵活，可以根据观测自我调整；
• ：对原数据无“压缩”使得分布有分歧，样本充足时更严重。
• ：参数的近似或者依赖采样。
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在结束这个话题之前

甜点2：M-投影
简单的MLE很简单，能否有一个泛化的求𝜃方法呢？

命题17.2 设D是一个数据集，那么
log𝐿 𝜽: 𝐷 = 𝑀 ∙ 𝑬 𝑃𝐷

log𝑃 𝜒: 𝜽

定理17.1 参数族中相对于数据集D的MLE𝜽是 𝑃𝐷到这个参数族的M-

投影：
𝜽 = 𝑎𝑟𝑔𝑚𝑖𝑛𝜃∈Θ𝐷 𝑃𝐷||𝑃𝜃

注意到M-投影满足𝐸𝑄𝜃 𝜏 𝜒 = 𝐸𝑃[𝜏 𝜒 ]。如果我们的CPD属于一

个指数族，并且从参数到充分统计量的映射ess可逆，那么我们可
以简单地根据 𝑃𝐷选择充分统计量，然后求逆映射来生成MLE。
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数据挖掘实验室MLE：

在结束这个话题之前

甜点2：M-投影

注意到M-投影满足𝐸𝑄𝜃 𝜏 𝜒 = 𝐸𝑃[𝜏 𝜒 ]。如果我们的CPD属于一

个指数族，并且从参数到充分统计量的映射ess可逆，那么我们可
以简单地根据 𝑃𝐷选择充分统计量，然后求逆映射来生成MLE。
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图钉流血案，no，抛硬币

嗯，图钉3+in 10𝜃0.3似fu很有道理，但
假如硬币3+in 10呢？不好说了吧，因为
老子抛硬币经验丰富得很！不过，你要
是抛出300k+in 1m，我就信那是个有偏
的硬币。

Donald Bayesian 川普
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川普抛硬币

联合分布
𝑃 𝑥 1 ,… , 𝑥 𝑀 , 𝜃 = 𝑃 𝑥 1 ,… , 𝑥[𝑀]|𝜃 𝑃 𝜃

= 𝑃 𝜃 ෑ
𝑚=1

𝑀

𝑃 𝑥 𝑚 |𝜃 = 𝑃 𝜃 𝜃𝑀[1] 1 − 𝜃 𝑀[0]

后验

𝑃 𝜃|𝑥 1 ,… , 𝑥[𝑀] =
𝑃 𝑥 1 ,… , 𝑥[𝑀]|𝜃 𝑃 𝜃

𝑃 𝑥 1 ,… , 𝑥[𝑀]
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预测

后验的一个重要作用—预测：
假如我们要预测一个新的实例𝑥[𝑀 + 1]，
𝑃 𝑥 𝑀 + 1 |𝑥 1 ,… , 𝑥[𝑀]

= 𝑃 𝑥 𝑀 + 1 |𝜃, 𝑥 1 ,… , 𝑥[𝑀] 𝑃 𝜃|𝑥 1 ,… , 𝑥[𝑀] d𝜃

= 𝑃 𝑥 𝑀 + 1 |𝜃 𝑃 𝜃|𝑥 1 ,… , 𝑥[𝑀] d𝜃

考虑𝑋 𝑀 + 1 = 𝑥1的情况

𝑃 𝑥 𝑀 + 1 = 𝑥1|𝑥 1 , … , 𝑥[𝑀] =
1

𝑃 𝑥
𝜃𝜃𝑀 1 1 − 𝜃 𝑀 0 d𝜃

=
𝑀 1 +1

𝑀 1 +𝑀 0 +2

拉普拉斯矫正。
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先验：

假如给川普抛硬币加一个beta先验：

𝑃 𝑥 𝑀 + 1 = 𝑥1|𝑥 1 ,… , 𝑥[𝑀] =
𝑀 1 + 𝛼1
𝑀 + 𝛼

先验是我们的经验或者是D数据之外的数据𝐷′。MLE是最大化似
然vsB派是最大化后验；MLE是考虑D，B派是考虑𝐷,𝐷′。
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先验分布&后验分布：

这个已经讲得灰常灰常多了！
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数据挖掘实验室贝叶斯参数估计：

先验分布&后验分布：
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先验分布&后验分布：

后验估计

𝑃 𝜉 𝑀 + 1 |𝐷 = න𝑃 𝜉 𝑀 + 1 |𝜃 𝑃 𝜃|𝐷 𝑑𝜃

= 𝐸𝑃 𝜃|𝐷 𝑃 𝜉 𝑀 + 1 |𝜃

对于那些有封闭解的问题，此积分不算什么，但没有封闭解呢？
观察上面的期望项，它正是后验分布上的期望啊，对于Dirichlet分

布，𝐸 𝜃𝑘 = 𝛼𝑘/𝛼，容易求出𝑃 𝑥 𝑀 + 1 = 𝑥𝑘|𝐷 =
𝑀 𝑘 +𝛼𝑘

𝑀+𝛼
。
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先验分布&后验分布：

先验超参数的影响：对于Dirichlet的栗子，可以将其超参数写成
𝛼𝑘 = 𝛼𝜃𝑘

′。
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数据挖掘实验室贝叶斯网络中参数估计：

参数独立性与分解：

其实我们第3章就学过了这类分解！
 全局参数独立性：

𝑃 𝜽|𝐷 =ෑ

𝑖

𝑃 𝜽𝑋𝑖|𝑃𝑎𝑋𝑖
|𝐷
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数据挖掘实验室贝叶斯网络中参数估计：

参数独立性与分解：

 局部参数独立性：

𝑃 𝜽|𝐷 =ෑ

𝑖

ෑ

𝑃𝑎𝑋𝑖

𝑃 𝜽𝑋𝑖|𝑃𝑎𝑋𝑖
|𝐷
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数据挖掘实验室贝叶斯网络中参数估计：

如何评价贝叶斯先验：

 超参数对结果的影响：

?定义Dirichlet的参数𝛼，一种简单的方法是令𝛼𝑥𝑖|𝑝𝑎𝑋𝑖=
𝛼 𝑥𝑖 , 𝑝𝑎𝑋𝑖

假定有一个假想的“先验”实例数据集𝐷′。等价于MLE 𝐷,𝐷′ 。
这种方法的问题，他需要存储一个可能很大的数据集𝐷′。作为替
代，可以存储数据集的规模𝛼和在这个先验数据集中时间的频率的
一个表示𝑃′ 𝑋1, … , 𝑋𝑛 ，于是𝛼𝑥𝑖|𝑝𝑎𝑋𝑖=

𝛼 ∙ 𝑃′ 𝑥𝑖 , 𝑝𝑎𝑋𝑖 。不明请听于伯伯大哥解

释 >_<。
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数据挖掘实验室贝叶斯网络中参数估计：

MAP估计：

目前我们考虑的贝叶斯推断问题
都是有封闭解的，当没有的时候，
就要用MAP了。

表示独立性representation independence：继续回到图钉栗子，假

如我们选用参数𝜂，所以𝑃′ 𝑋 = 𝐻|𝜂 =
1

1+𝑒−𝜂
。于是有𝜂 =

log
𝜃

1−𝜃
，𝜂与𝜃之间存在一一对应的关系。这两种参数表示的是同

一分布。

这个性质表示是否参数敏感。
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数据挖掘实验室贝叶斯网络中参数估计：

MAP估计：

• MLE对重新参数化不敏感；
• B推断（当使用谨慎）参数不敏感；
• MAP参数敏感。

一盘栗子说明：
 对于MLE，如果 Ƹ𝜂是MLE，那么对应的𝜃 Ƹ𝜂 也是MLE；
 对于B推断，考虑贝努力分布-beta先验：

𝑃 𝜃: 𝛼0, 𝛼1 = 𝑐𝜃𝛼1−1𝜃𝛼0−1

令
𝜃 = Τ1 1 + 𝑒−𝜂 ; 𝜂 = 𝑙𝑜𝑔 Τ𝜃 1 − 𝜃

一系列积分后…

𝑃 𝜂 = 𝑐
1

1 + 𝑒−𝜂

𝛼1 1

1 + 𝑒𝜂

𝛼0

样子都一样，yeah！，可惜𝜃的定义域变成整个实数了，WUWU
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数据挖掘实验室贝叶斯网络中参数估计：

MAP估计：

• MLE对重新参数化不敏感；
• B推断（当使用谨慎）参数不敏感；
• MAP参数敏感。

一盘栗子说明：
 对于MAP，继续考虑贝努力分布-beta先验：

෩𝜽 = argmax log𝑃 𝜃 =
𝛼1 − 1

𝛼0 + 𝛼1 − 2
另一方面，

𝜂 = argmax log𝑃 𝜂 = 𝑙𝑜𝑔
𝛼1
𝛼0

; 𝜽 𝜂 =
𝛼1

𝛼0 + 𝛼1
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数据挖掘实验室共享参数学习模型：

参数共享：

 引入一些符号：
𝒱𝑘是变量集𝜒的划分
𝑦𝑘包含了每个变量𝑋𝑖 ∈ 𝒱𝑘的可能值
𝜔𝑘包含了其父节点的可能值
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数据挖掘实验室共享参数学习模型：

参数共享：

𝐿 𝐷: 𝜃 =ෑ

𝑘

ෑ

𝑦𝑘,𝜔𝑘

ෑ

𝑋𝑖∈𝒱
𝑘:

𝑥𝑖=𝑦𝑘,𝑢𝑖=𝜔𝑘

𝜃𝑦𝑘|𝜔𝑘

𝑘 =ෑ

𝑘

ෑ

𝑦𝑘,𝜔𝑘

𝜃𝑦𝑘|𝜔𝑘

𝑘
ෙ𝑀𝑘 𝑦𝑘,𝜔𝑘
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数据挖掘实验室共享参数学习模型：

共享参数的贝叶斯推断：

考虑具体的预测问题

𝑃 𝜉 𝑀 + 1 |𝐷 = න𝑃 𝜉 𝑀 + 1 |𝜃 𝑃 𝜃|𝐷 𝑑𝜃

在我们的栗子 中𝑃 𝜉 𝑀 + 1 |𝜃 = ς𝑖 𝜃𝑥𝑖 𝑀+1 |𝑢𝑖 𝑀+1 ，这些参

数的后验独立，于是

𝑃 𝜉 𝑀 + 1 |𝐷 =ෑ
𝑖
𝐸 𝜃𝑥𝑖 𝑀+1 |𝑢𝑖 𝑀+1 |𝐷

每个期望都建立在关于𝜃𝑥𝑖 𝑀+1 |𝑢𝑖 𝑀+1 的后验上。
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数据挖掘实验室总结：

 MLE的思想
 似然函数，极大似然估计；
 贝叶斯网上的MLE，似然分解；

 非参数模型，M-投影；
 贝叶斯推断
 先验，后验，共轭；
 期望in预测；

 贝叶斯网络参数估计
 参数独立性；
 似然分解；
 MAP的一些事；

 共享参数模型。
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Thanks!


